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Introduction



Le boosting : les données

Données d'apprentissage supervisé

» Features X; € R
> Labels Y; € R (régression) Y; € {—1,1} (classification)

Weak learners

» Considérons un ensemble de “weak learners” H
> Chaque learner h: RY — R ou R? — {—1,1} est un learner trés simple

» Chaque learner simple est a peine meilleur que celui appris avec les Y;
(moyenne)

Exemples de weak learners

> Pour la régression : arbres de régression simple de faible profondeur,
modele linéaire a quelques variables

» Pour la classification : arbre de décision simple de faible profondeur,
modeéle logistique a quelques variables.



Principe du boosting

Un "strong learner”

On combine additivement des weak learners

B
B) X) = Zn(b)h(b)(x)
b=1

avec n?) > 0 pour espérer en obtenir un meilleur. g® est un learner dans le
sens ot on Y; = g®(X).

» Chaque b=1,..., B est un pas/itération de boosting

> Le boosting fait partie des ensemble methods puisqu'il combine des
learners faibles pour en fabriquer un meilleur.

Pour aller plus loin : voir Schapire 1999 et Friedman 2001



Principe du "gradient boosting”

On cherche donc des fonctions h®) du dictionnaire 7 et des réels () tels que

B
g(B)(X) _ Zn(b)h(b)(X)
b=1

minimise le risque empirique

n

> LY, g?(X)),

=1
ol L est la fonction de colit (de perte) que I'on se fixe suivant le probléme

> en régression linéaire L(y, u) = (1/2)(y — u)?
> plus généralement, on peut prendre L comme la log-densité dans le modéle
considéré

> on verra qu'il y a d'autres choix possible en classification.



L'algorithme "greedy”

Si c'était possible, on pourrait définir

B
#0 =340 ()
b=1

avec
n B
(1, O ) = argin L% 0K 0)
M, n®er,D),.. hB er "] b=1
mais méme a nM, ... n® fixés il faut chercher parmi #(#)? solutions

possibles.



Gradient-boosting



Algorithme "greedy-stagewise”

On procede en fait pas-a-pas en définissant une suite g“’) avec pour tout
b=1,...,B avec

g(b+1 é n(b+1)i7(b+1) ol

n

(D, BEH) = argmin Y " L(Y;, 8¥ + nh)

neR,heH -1

Dans nos problémes, cette minimisation est également un probleme difficile, on
va alors procéder
> par descente de gradient

> avec la contrainte que la direction du pas de descente soit une fonction de
H.



Rappel

Descente de gradient

Considérons le probléme de la minimisation de la fonction convexe et
différentiable J: RP — R, la suite d'itérés §(*) définis par

o6+ _ pg(b) _ ’VVJ(O(b))

alors
J(g(b+1)) < J(e(b))

(sous des conditions sur J et « - cf cours d'optimisation du second semestre).



Descente non-contrainte |

A l'itération b,

> nous avons le learner 3?) = g» 4 n 0,

> on cherche a faire un pas de descente de gradient (pour I'instant
quelconque) pour la fonction a optimiser
(b
wis S0 LY 2P (X) + nu(X)).

Attention : u est une fonction de R? — R.

Mais on ne s'intéresse qu’'a ses valeurs aux points Xi, ..., X,, on l'identifie
donc a vecteur de R”

n

(VD0 L% E200) + u)) o= (Vul(Vs 82 0) + w1

i=1

u( X



Descente non-contrainte a rester dans H
Le pas de gradient a considérer est donc dans la direction

(vw’-(yla P (X) + ’7“1))
50D 0

(Varltvs B0+ ).



Exemple dans le modele linéaire

Dans le modéle linéaire, on prend

> L(y,v+u) = (1/2)(y — v— u)? avec
> Vul(y,v+u)=—(y—v—u).

Le pas de gradient est donc dans la direction

(v’—’l L(Y1, 8 (X)) + ”7“1))0 —(Y1 — E2(X1))

(b+1) _
6/m - -

(Va7 8906) 4 ) | \ (o= 22060)



Retour au probléme contraint

Le probléeme d'optimisation au départ est

2b+1) () | ﬁ(b+1)i7(b+1) ol

A(b
=8

n

(ﬁ(b+1), l“1(b+1)) = argmin Z (Y, g(b) + nh)
nERheH <7

il faudrait donc que §(°tY) soit dans H, ce qui ne peut pas &tre assuré 3 cette
étape.

Pour s'assurer de rester dans le dictionnaire H, on va prendre la fonction de H
la plus proche de §"*Y) au sens des moindres carrés (de la norme £> aux points
d'observation):

n

R = B avec (b, ) = argmin Z (I/h(X,‘) — 5(b+1)(i))2.

heH,veR <=



La contrainte dans le modeéle linéaire

Dans le modeéle linéaire, cela s'écrit

n

D = b avec (h,0) = argmin > (v{—(Y:— &9(X))} = 6“(7))”.
heH,veR —1

On essaie donc d'apprendre un modele (faible) sur les résidus (—(Y; — & (X))))
du modele précédent : aux points ou g“’) n'est pas trés performant (grand
résidus).



Algorithme du gradient boosting

On optimise enfin en 1 pour obtenir I'algorithme suivant.

Algorithm 1 Gradient boosting

1: Posons g(® = 3 avec 3 = argmin, >or, LY, a)

2. forb=1,...,Bdo
e —(VUL(\/;,@“’)(X,-) + nu)) i=1,....n
0
4 H" b avec (h,0) = ArgMIiN, ey ver Dy (Vh(Xf) - 5(b+1)(i))2'
5. bt argmin, g > 7 L(Y, g0 4 phltth)
6: end for
7: return Un boosting learner g®(x) = (25:1 n(b)h(b)(x))




AdaBoost



Pour la classification

L'algorithme de boosting le plus connu en classification est AdaBoost
(ADAptive BOOSTing). Il optimise la perte exponentielle

L(y, u) = exp(—yu)

qui est une approximation de la perte 0/1 1,,.

loss function

0-1 loss

On va montrer qu'on peut aussi le voir comme un algorithme qui pondere
séquentiellement les observations mal-classées



Rappels et risque pondéré

La perte 0/1 moyenne (ou I'"accuracy”) d'un classifieur h est donnée par
- Z Yyinx) = Z Lynx

Pour pouvoir donner plus de poids a certaines observations, définissons un

risque pondéré
Z p ]-Yh X;)<05

ol Z/ 1 p® ) =1 et b est le numéro de I'itération boosting courante.



Initialisation

Au départ, on ne sait pas quelles observations sont difficiles a classer, on

commence donc avec p(o)(i) = % pour i=1,...,n, et on choisit
(0) _ _
g’ = = argmin P (N ymx;
e 3

i=1

on calcule son erreur moyenne

n
0) = ZP(O)(")IY,-h(U)(X)<0
i=1



Comment changer les poids 7

On voudrait

> 3 |'itération suivante donner plus de poids aux mal-classés : p(l)(i) doit
étre grand si Y;h(9(X)) <0

> pouvoir calculer simplement p

g0 0(x) = g(b)() + 1" VK ().

» donc une bonne idée est de prendre

(>+1) 3 partir des calculs de I'itération b, et

e~ (x)

Wn —
p (i) pos ,

car e = &¢.



A |'itération b

On pose alors
—n® y;nb)(x;)
By — e
p (i) = p (i) Z(b) )

de telle sorte que

b
—Y; 7@ h@ (x;) —vig?)(x;
G () = € 2 e Ve 0

1% = b = b
n Ha:l Z(a) n Ha:l Z(a)



Les poids (1)

Comme on veut > PP (i) = 1, il faut poser

% Z o Ve ) _ Z PO () ﬁ 7o) ﬁ #2)
i=1 a=1 a=1

i=1

et

Ab) _ Zp _7, ) v;n(®) (x;)

N _—n® N n(b)
— Z p(b)(/)e Yy Z p(b)(l)e"

i:Y:h(0) (X;)=1 i:Y;ih(P) (X;)=—1



Les poids (1)

Comme
Z P B)(X;)<0

on obtient

29— 3 A0 Y A

i Y;h(B) (X;)=1 iY;h(0) (Xj)=—1

_ ( (b )e n(b) + E(b)en(b)

(b) 1_
b) _ (1 _ (b £ el _ (b
7% = (1-<P) —wt Ve®(1—c0).



Les poids (2)

On met le poids aux obsservations mal-classées d'une part et bien classées
d’autre, on prend donc 77“’) tel que

(1— @) = B n®

ou bien




Algorithm 2 Adaboost

1: Posons pi() =1/npouri=1,...,n

2: for b=1,...Bdo

3 h( ) € argmmheHZI -1 ) o
b)

4 D 3L P (D<o

_e(b)
5: n(b) + 1log (ls(i) )
6: 2 2,/eB)(1 — )
_ L e 1Y (xi)
7. p(b+1)(,) « p(b)(,)e‘T
8: end for

9: return Un boosting classifieur g®(x) = signe( 25:1 n(b)h(b)(x))




En pratique

Il reste a fixer les hyper-paramétres

» pour le dictionnaire H :

> si on choisit des arbres, il reste a fixer leurs profondeurs
> si on choisir des glm, il reste a fixer le nombre de variables qu'ils contiennent

» et B le nombre d'itérations

Régularisation

Pour rendre la performance de I'algorithme moins dépendant du choix de B, on
régularise en ajoutant le parameétre

BOD — g )\ﬁ(b+1)i1(b+1)

que I'on choisit a la fin par cross-validation.

Voir le GitHub d'XGBoost pour plus de détails sur les paramétres
https://github.com/dmlc/xgboost/blob/master/doc/parameter.md


https://github.com/dmlc/xgboost/blob/master/doc/parameter.md
https://github.com/dmlc/xgboost/blob/master/doc/parameter.md
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